
A. Hinneburg, Web Data Mining
MLU Halle-Wittenberg, SS 2007

56

Übersicht

• Grundlagen für Assoziationsregeln
• Apriori Algorithmus
• Verschiedene Datenformate
• Finden von Assoziationsregeln mit mehren

unteren Schranken für Unterstützung
• Finden von Assoziationsregeln für Klassifikation
• Finden von sequenziellen Mustern
• Zusammenfassung
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Finden von sequenziellen Mustern
• Assoziationregeln berücksichtigen nicht

die Reihenfolge der Transaktionen. 
• Bei vielen Anwendungen ist die 

Reihenfolge wichtig, 
– Warenkorbanalyse, es ist interessant ob 

Artikel hintereinander gekauft werden, 
• z.B. erst der Bett kaufen und dann das Bettzeug. 

– Bei der Analyse von Web Log-Daten ist die 
Reihenfolge wichtig in der ein Anwender die 
Web-Seiten besucht hat
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Grundkonzepte (1/2)
• Sei I = {i1, i2, …, im} eine Menge von Artikeln.  
• Sequenz: Eine geordnete Liste von Artikelmengen. 
• Artikelmenge/Element: Eine nicht-leere Menge von 

Artikeln X ⊆ I. Eine Sequenz s wird geschrieben als
〈a1a2…ar〉, wobei ai eine Artikelmenge ist, die auch
Element von s genannt wird.  

• Ein Element (oder eine Artikelmenge) einer Sequenz
wird beschrieben durch {x1, x2, …, xk}, wobei xj ∈ I ein
Artikel ist. 

• Ohne Beschränkung der Allgemeinheit nehmen wir an, 
dass die Artikel eines Elements einer Sequenz in 
lexikographischer Ordnung sind.



A. Hinneburg, Web Data Mining
MLU Halle-Wittenberg, SS 2007

59

Grundkonzepte (2/2)
• Größe: Die Größe einer Sequenz ist die Anzahl der

Elemente (oder Artikelmengen) in der Sequenz. 
• Länge: Die Länge einer Sequenz ist die Anzahl der

Artikel in der Sequenz. 
– Eine Sequenz der Länge k ist ene k-Sequenz. 

• Eine Sequenz s1 = 〈a1a2…ar〉 ist eine Teilsequenz einer
anderen Sequenz s2 = 〈b1b2…bv〉, 
oder s2 ist eine Obersequenz von s1, falls es folgende
Indizes gibt 1 ≤ j1 < j2 < … < jr−1 < jr ≤ v , s.d. 
a1 ⊆ bj1, a2 ⊆ bj2, …, ar ⊆ bjr.
s2 enthält s1. 
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Beispiel

• Sei I = {1, 2, 3, 4, 5, 6, 7, 8, 9}. 
• Die Sequenz 〈{3}{4, 5}{8}〉 ist in 〈{6} {3, 

7}{9}{4, 5, 8}{3, 8}〉 enthalten
– weil {3} ⊆ {3, 7}, {4, 5} ⊆ {4, 5, 8}, und {8} ⊆ {3, 

8}. 
– Jedoch, 〈{3}{8}〉 ist nicht in 〈{3, 8}〉 enthalten, die 

Umkehrung gilt auch nicht. 
– Die Größe der Sequenz 〈{3}{4, 5}{8}〉 ist 3, und 

die Länge der Sequenz ist 4. 
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Ziel
• Gegeben sei eine Menge S mit Sequenzen, 

dann ist das Problem  des Findens aller
sequentiellen Muster alle Sequenzen zu finden, 
deren Unterstützung größer als eine
vorgegebene untere Schranke ist. 

• Alle solche Sequenzen sind häufige
Sequenzen, oder sequentielle Muster. 

• Die Unterstützung einer Sequenz ist der Anteil
der Sequenzen aus S welche diese enthalten
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Beispiel (1/2)
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Beispiel (2/2)
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GSP mining Algorithmus
• Sehr ähnlich zum Apriori Algorithmus
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Candidate generation
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An example
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Zusammenfassung
• Finden von Assoziationsregeln wurde sehr

intensiv beforscht. 
• Ebenso das Finden von sequentiellen Mustern
• Es gibt sehr viele effiziente Algorithmen und 

Modellvariationen.
• Verwandte Arbeiten sind

– Regeln mit Oberklassen von Artikeln, 
– Finden von Regeln mit Zusatzbedingungen
– Inkrementelles Finden von Regeln
– Maximale häufig Artikelmengen
– Geschlossene Artikelmengen
– Interessantheit und Visualisierung von Regeln
– Parallele Algorithmen
– …


